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摘 要：低分辨率高光谱图像（LR-HSI）与高分辨率多光谱图像（HR-MSI）融合技术，广泛用于解决图像空间

分辨率与光谱分辨率无法同时保持高水平的矛盾。从融合效果上分析，现有算法的空间重建误差与光谱重建误差

都主要体现在边缘和细节区域。因此，本文提出了基于细节关注的字典构建和图像重建的融合算法。在光谱特性

保持方面，由于图像邻近效应导致在细节区域光谱分布复杂多样，本文提出对图像层和细节层分别进行字典学习。

在空间特性增强方面，提出了细节感知误差和边缘方向自适应全变分约束，并将其与局部低秩约束结合在同一个

融合框架用来估计稀疏系数。通过实验对比，本文提出算法的融合结果在空间特性与光谱特性方面较其他算法有

明显提升。 

关键词：高光谱图像，图像融合，字典学习，方向自适应全变分，局部低秩 

中图分类号: TP751.1       文献标志码: A 

引用格式：方帅, 闫明畅, 张晶, 曹洋. 2020. 基于细节关注的高光谱与多光谱图像融合算法. 遥感学报.  

[DOI:] 

1  引  言 

高光谱图像（Hyperspectral Image，HSI）

与多光谱图像（Multispectral Image，MSI）是

在遥感领域广泛使用的两种图像，它们在环境

监测、目标检测、矿产勘探等应用中发挥着重

要作用（Lorente 等，2012；Zhang，2016；

Yokoya 等，2017；Xu 等，2016）。HSI 包含大

量的光谱信息，为了保证足够高的信噪比，通

常在更大的空间区域中进行光子收集。因此，

与 MSI 相比，HSI 空间分辨率要低得多。这种

低空间分辨率极大影响了 HSI 的实用性。因

此，把低空间分辨率的 HSI（Low-resolution 

HSI，LR-HSI）与同一场景下的高空间分辨率

的 MSI（High-resolution MSI，HR-MSI）融合

以 获 得 高 空 间 分 辨 率 的 高 光 谱 图 像



 

 

（High-resolution HSI，HR-HSI）是解决此类

问题的一种方法。  

早期 LR-HSI 和 HR-MSI 融合方法是从

Pan-sharpening（Alparone 等，2007）发展而来，

而全色图像不包含光谱信息，这类方法的融合

结果存在较大光谱畸变。接着贝叶斯框架下的

融合算法（Hardie 等，2004；Wei 等，2014）

被提出，此方法引入先验知识降低问题复杂

度，再通过最大后验概率实现对问题的求解。

另外，假设 HSI 的光谱像素存在于低维子空

间，并通过提取图像光谱特征和求解系数来重

建 HR-HSI 的一系列低维模型方法被提出。近

年来，由于深度卷积神经网络在图像特征表示

的突出表现，基于深度学习的解决融合问题的

算法（Palsson 等，2017；Yang 等，2018）被

提出。 

以上介绍中，基于低维子空间的融合方法

得到广泛的研究，又可细分为基于解混的方

法、基于字典学习的方法和基于张量分解的方

法。基于解混的方法利用端元矩阵与丰度矩阵

的乘积表示 HR-HSI（Zhang，2016）。Yokoya

等（2011）提出了耦合非负矩阵分解（Coupled 

Nonnegative Matrix Factorization，CNMF）融

合方法，但由于非负矩阵分解的代价函数是非

凸的，所以导致融合结果不稳定。文献（Lin

等，2017）在此类融合框架下增加正则项，将

非凸问题转化为凸问题求解，解决了求解结果

不稳定的缺点。但是，解混得到的初始化端元

矩阵对融合结果的稳定性依然有影响。为了避

免端元变异性对局部区域的影响进而导致融

合结果不稳定的情况，（Wu 等，2020）提出了

低秩矩阵估计算法，在全局和局部的低秩光谱

—空间数据结构中，建立了算法解决方案，但

是该方法没有充分利用 HR-HSI 的先验信息。 

基于字典学习（Dong 等，2011；Li 等，

2014）的融合方法利用光谱字典与稀疏的系数

矩阵的乘积表示 HR-HSI。NSSR（Dong 等，

2016）提出了基于聚类的非负结构稀疏表示框

架，该框架利用空间相关性和谱相关性，将估

计得到的系数矩阵与光谱字典结合起来重建

高光谱图像。SSCSR（Han 等，2018）基于

HR-MSI 的全局结构自相似性与局部光谱自相

似性，提出了稀疏表示的相似性约束。LRSR

（Dian 等，2018）提出空间意义上的局部低秩

约束。这三种算法是较为典型的基于字典学习

的融合算法，主要利用先验信息设计正则项，

对系数估计进行改进。由于遥感图像邻近效应

作用，尤其图像边缘部分多种目标混杂导致光

谱信息非常复杂，现有构建字典方法忽略了这

一问题，进而影响融合结果。其次，在字典确

定的情况下，如何更好地重建空间细节，也是

需要解决的问题。 

基于张量的方法用一个核心张量和三个

模方向的字典乘积表示 HR-HSI，是基于矩阵



 

 

分解的提高版。由于 3D 张量与高光谱图像表

现形式上的一致性，近年来，张量分解被用于

高光谱与多光谱融合（Dian 等， 2017；

Kanatsoulis 等，2018；Dian 等，2019）。文献

（Dian 等，2017）首先提出非局部空间自相似

性稀疏张量分解的融合算法，针对各簇相似块

分别学习三个模态的字典，并通过对所学习的

字典进行稀疏编码来估算核心张量，从而实现

HR-HSI 的重建。此方法产生了良好的融合结

果，但有很多问题需要考虑，比如将 2D 空间

信息割裂为 x 模态和 y 模态分别表示是否合

适、利用高斯核进行字典下采样是否合适等。

基于张量分解融合算法作为一类新的方法，为

解决此类问题提供了新思路。 

从算法的融合效果上分析，现有算法的空

间与光谱重建误差都主要体现在图像的边缘

和细节区域。在空间特性上，纹理、轮廓、边

缘等细节区域不够准确；在光谱特性上，图像

平坦区域光谱特性较为稳定，而细节区域由于

图像的邻近效应，其光谱表现为复杂性和多样

性，现有算法一般难以精确表示。本文提出了

基于细节关注的字典构建和图像重建的融合

算法，从两个方面给出了相应的解决策略： 

第一，提出了分层字典学习策略，构建具

有更多光谱特征字典集。为了表达 LR-HSI 复

杂多样的光谱特性，将字典学习分成图像层和

细节层。图像层基于光谱相似性对图像进行聚

类，具有相似光谱的像素簇共享字典；细节层

对图像细节边缘区域学习字典。两层字典组合

成光谱字典，为重构图像的光谱特性保持提供

了基础和保障。 

第二，提出了细节感知误差项和方向自适

应全变分（Edge Adaptive Directional Total 

Variation, EADTV）（Zhang and Wang，2013）

约束，从而求解出更加精确的系数，实现高精

度图像重建。为了保持重建图像的空间结构和

光谱信息，本文更加关注细节感知损失。对于

细节边缘区域，利用 EADTV 计算最小边缘方

向图像梯度，将其转化为对系数的约束，从而

实现了对边缘细节的精准表示。 

本文算法整体上与基于字典学习的方法

框架一致，主要从光谱字典学习和系数估计两

方面进行改进，减小了融合图像边缘部分的空

间误差和光谱误差。 

2  融合算法 

融合算法的目标是估计HR-HSI。LR-HSI、

HR-MSI 以及 HR-HSI 分别用 L n³ÍX R 、

×l NÍY R 和 ×L NÍZ R 表示，其中 L 和 l（ L > l ）

表示图像的波段数，N 和 n（ N n> ）表示图

像的像素点数目，则 X 和 Y 可以表示为 Z 的

线性变换： 

 X = ZBM  (1) 



 

 

 Y = FZ  (2) 

其中矩阵 N N³ÍB R 是点扩散函数，表示 Z 空

间分辨率中高光谱传感器的点扩展函数，

N n³ÍM R 是一个下采样矩阵， l L³ÍF R 表示

Z 映 射 到 Y 的 光 谱 响 应 函 数 。 用

( )
F

Tr T=W WW 表示W的Frobenius范数，

对于给定的 X 和 Y，可以最小化以下误差来估
 

计 Z： 
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Z

Z = X ZBM Y FZ  (3) 

此优化问题解空间大，需要适当的正则项来缩

小解空间以获得稳定的估计。Z 可以用光谱特

征的线性组合来表示： 

 1 2, ,..., Nè øê úZ = EA = E a a a  (4) 

其 中 L K³ÍE R 是 光 谱 字 典 ，

1 2, ,..., K N
N

³Íè øê úA = a a a R 是对应的稀疏系数

矩阵。再考虑低秩性，公式(3)可以写为：  
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本文的目标是求解更加精确的光谱字典 E 和

系数矩阵 A，从而获得精确稳定的融合结果。 

如图 1 所示，本文算法主要包括两个模块:

字典构造和系数估计模块。字典构建模块进行

分层字典学习，包括基于聚类的分类字典学习

和基于细节感知的字典学习。基于聚类的分类

字典对图像进行聚类，相似的光谱被聚集为一

簇且共享一个字典；基于细节层感知的字典，

通过细节层感知损失保障字典对于复杂细节

区域的表示能力。系数估计的优势主要体现在

目标函数的构造，基于细节感知的误差项和方

向自适应全变分正则项的构造，保证求解系数

矩阵 A 的精确度，实现高质量 HR- HSI 重建。 

2.1  光谱字典学习 

本文学习了基于聚类的图像层字典 E1 和

基于分层的细节层字典 E2，组合成为光谱字

典 1 2[ , ]=E E E ，即分层字典学习算法，保证

字典 E 具有更强的光谱特征表达能力。首先，

建立基于聚类的字典。HSI 具有大量光谱特征

相似的地物目标，依据光谱特性采用 K-means

对 LR-HSI 进行聚类，再针对每类学习光谱字

典，保障字典对各类目标都具有可靠的表达能

力，如图 1 图像层所示。下面处理是对每一类

分别进行，以第 i 类为例展示字典学习过程。

第 i 类的目标函数为： 

 ( )
1

1

2

1 1
ˆ 1

ar ˆ ˆgmin 1
L K
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F
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其中， ˆ i
sA 是 LR-HSI 中第 i 类像素的稀疏系 



 

 

 

图 1  本文算法流程图 

Fig.1 Flow chart of the proposed method 

 

数，P 是 K-means 聚类的类别数目，K1 表字

典原子数， 1
1 1 1[ ,..., ]P=E E E 。 

其次，建立细节感知模块来获取细节字

典，保障光谱字典在细节区域的表示能力。如

图 1 细节层所示，将 HR-MSI 用主成分分析法

降维，从前三个主成分中获取边缘细节并进行

膨胀处理，确定细节区域，然后进行下采样映

射得到 LR-HSI 的边缘细节区域。对细节区域

进行字典学习获得光谱字典 E2。细节层的目

标函数为： 

 2

2

2
ˆ

2

2
1

ar ˆg in ˆm

d

L K
d d d

F

³
- +=

E ,A

E X E A Al  (7) 

其中， ˆ
dA 是 LR-HSI 细节区域的稀疏系数，

K2 表示字典原子数。 

本文采用与文献（Dong 等，2016）相同

的方法进行字典学习，由基于分类的图像层字

典和基于边缘关注的细节层字典得到最终的

光谱字典 E,E 的原子数为 K。为了验证本文

分层字典的有效性，分别建立图像字典和分层

字典，并分别用这两种字典重构 LR-HSI。图

2（a）是图像字典重构的 LR-HSI 图像与

LR-HSI 原图之间的光谱角映射（Spectral 

Angle Mapper, SAM）图，图 2（b）是上述分

层字典重构 LR-HSI 图像与 LR-HSI 原图之间

的 SAM。对比可以发现，分层字典学习算法

在光谱信息的保持方面有明显的优势，尤其在

边缘区域表现更为突出。字典学习的算法复杂

度为 O(IJ(K
2
n+K

2
+KLn))，I、J 为迭代次数。 

(a)图像字典学习算法
(a)image dictionary learning

(b)分层字典学习算法
(b)hierarchical dictionary learning

图 2 SAM 图 



 

 

Fig.2 SAM map 

2.2  系数矩阵估计 

设计系数矩阵估计目标函数时，本文仍然

关注细节区域的重构。 

首先，提出细节感知误差项。在分层字典

学习中，本文提取了 HR-MSI 细节边缘区域。

在设计目标函数时，本文更加关注细节边缘区

域的误差，所以将公式(5)的第二项改用 1w和

2w控制相对权重的细节边缘区域和非细节

边缘区域误差，
1 2w w> 。 

其次，提出了边缘方向自适应全变分正则

项（Edge Adaptive Directional Total Variation, 

EADTV）。为了更加精确描述边缘，构建

EADTV 约束。EADTV 沿边缘方向梯度最小，

对细节变化更加敏感。 EADTV 在 DTV

（Bayram and Kamasak，2012）基础上引入图

像 Z 的边缘方向参数 ( , )x yq ，可由以下公式

表示： 

()
, ( , )

, ( , )

, ( , )

,

,

TV sup ,

sup , , 1, 1

x y

x y

x y

i j

i j

i j

Í

Í

= <Ð >

= <Ð > ² ²

ä

ä

P B

P B

Z Z P

EA P

b q

b q

b q

 (8) 

( ), ,x yb q
B 是一个沿 ( ),x yq 方向，长轴 1b>短轴

为单位长的椭圆，P 是定义在该椭圆上的向量

场。引入空间变化参数 ( , )x yq 后，图像的边缘

方向可表示为： 

 ( )( )1 2cos( ( , )),sin( ( , )) ( , ), ( , )x y x y x y x y=n nq q (9) 

 ( ) 2 2

1 2
( , ), ( , ) ( , ) /

y x x y
x y x y = - +n n z z z z  (10) 

其中，
xz 、

yz 是 ( , )x yz 的梯度向量，此方法

对于图像细节边缘部分的保持有显著的效果，

在字典 E 固定的情况下，转换为对系数的约

束， (), ( , )TV x yb q Z 可改写为 (), ( , )TV x yb q A 。 

为了保证局部低秩约束成立，提出基于超

像 素 的 局 部 低 秩 。 现有 方 法 通 常 采 用

（Veganzones 等，2015）固定大小的滑动窗口

分割出局部块，如果局部区域变化丰富，并不

一定满足低秩。为了保证低秩约束成立，本文

采用 SLIC（Wang 等，2017）超像素分割算法

将 HR-MSI 分为 T 个超像素块，在超像素块空

间内像素具有同质特性，从而满足低秩假设。

同理 HR-HSI 也被分为 T 个超像素块，即

1{ = }i i T

i=Z EA 。综上所述，求系数的目标函数

为： 

(), ( ,

2 2

1

2

2 * )

min

TV
d x

d d dF F

i

d d F y

- + -

+ - + +

A

A

X EABM Y FE A

Y FE A A b q

w

w a g

 (11) 

其中， dY 表示图像的细节边缘区域，
d

Y 是

除细节边缘以外的区域。 1 2w w a g， ， ， 是

控制各项相对重要性参数。可以用 SALSA 算

法（Afonso 等，2010）求解公式(11)得到系数

A，每次迭代的算法复杂度为 O(KNlogN)，融

合结果 Z 由光谱字典 E 与 A 相乘得到。 



 

 

3  实验分析 

3.1  实验设计 

为了验证本文基于细节关注的高光谱与

多光谱图像融合算法的有效性，设计以下实

验： 

(1) 为了验证本文细节感知误差项的有效性，

在保证字典和其他正则项相同的基础上，对比

有无细节感知误差项的目标函数估计系数对

融合结果的影响。 

(2) 为了验证本文分层字典的有效性，分别建

立图像字典和分层字典，利用相同的系数求解

算法，比较他们的融合结果。 

(3) 为了验证本文提出的 EADTV 正则项的

有效性，采用相同的方式获取字典，即基于分

层字典学习算法，对比有无 EADTV 正则项

的目标函数估计系数对融合结果的影响。 

(4)  为了验证算法的整体有效性，选择五种基

于低维子空间的优秀算法与本文算法做对比。

分别是 CNMF（Yokoya 等，2011）、Hysure

（Simoes 等，2014）、NSSR（Dong 等，2016）、

SSCSR（Han 等，2018）和 LRSR（Dian 等，

2018）。CNMF 和 Hysure 利用顶点成分分析算

法（Vertex Component Analysis，VCA）获取

端元矩阵，其中 CNMF 用非负矩阵分解以迭

代的方式求解端元和丰度矩阵，Hysure 用向量

全变分正则项求解 HR-HSI 的丰度矩阵。

NSSR、SSCSR、LRSR 均使用传统图像字典

学习方法获取光谱字典，再分别通过非局部稀

疏、全局结构自相似性与局部光谱自相似性、

空间局部低秩稀疏来估计系数。 

3.2  实验数据与参数设置 

本文算法对于同一场景下，且没有发生地

物变化的 HR-MSI 与 LR-HSI 均适用。本文选

择两个具有代表性的数据集进行实验： 

(1) Pavia University 数据集 

Pavia University 数据集由反射光学系统

成像光谱仪（ROSIS）光学传感器获取。图像

尺寸为 610×340×115，空间分辨率为 1.3 米，

光谱覆盖范围为 0.43-0.86 微米。在去除水蒸

气吸收波段后，剩下 93 个波段。本文取

N=128×128，L=93 大小的数据进行实验，类

IKONOS 的反射光谱响应滤波器用于生成尺

寸为 128×128×4 的 HR-MSI，HR-HSI 经点扩

散函数下采样四倍获得 LR-HSI。 

(2) Indian Pines 数据集 

Indian Pine 数据集由 AVIRIS 传感器于

1992 年在美国印第安纳州拍摄。图像的空间

分辨率为 20 米，具有 224 个光谱波段，光谱

覆 盖 范 围 在 0.4-2.5 微 米 。 本 文 中 取

N=120×120，L=224 大小的数据进行实验。对

应的 HR-MSI 数据由 HR-HSI 根据 Landsat-7



 

 

传感器的光谱响应函数合成，HR-HSI 经点扩

散函数下采样六倍获得 LR-HSI。 

本文提出的算法参数选择为ɤ1=2，ɤ2=1，

Ŭ=1.5×10
-3，ɔ = 4×10

-2，超像素块数 T 由 SLIC

算法得到其中 Sw=15，ws=0.5，字典原子数

K=52。 

3.3  实验结果与分析 

为了对各算法融合结果进行评价，本文选

取四种评价指标检测融合结果的光谱质量和

空间质量，分别是峰值信噪比（Peak Signal to 

Noise Ratio，PSNR）、全局相对误差（Relative 

dimensionless global error in synthesis ，

ERGAS）（Wald，2000）、SAM 和通用图像质

量指数（Universal Image Quality Index，UIQI）

（Wang and Bovik，2002），以下为实验结果与

分析。 

细节感知对比：对比有无细节感知误差项

对融合结果的影响，从表 1 中可以看出，对细

节关注更多的时候，融合结果的各项指标均优

于无细节感知误差项的结果。同时也证明已有

算法在细节处误差较大。 

字典对比：对比传统基于图像字典与本文

提出的分层字典对融合结果的影响，从表 2 可

以看出，分层字典学习能有效提升融合结果的

质量，尤其在光谱特性的保持方面优于传统图

像字典算法。 

EADTV 正则项：在均使用分层字典的情

况下，对比在系数估计中有无 EADTV 正则项

对融合结果的影响。从表 3 数据可以看出，

EADTV 正则项可以提升融合结果的质量。 

各算法对比实验：图 3 和图 4 是 Pavia 

University数据和 Indian Pines数据的融合结果

及对应 MSE 图，第一、三两列为融合结果，

第二、四两列为 MSE 图，第三、六两列为 MSE

图的局部放大图，放大区域为 MSE 图中红色

框部分。从局部来看，本文算法在细节边缘区

域的误差相对最小，对高光谱图像的细节刻画

更加精确；从整体来看，本文算法的误差同样

明显小于其他对比算法。

 

表 1 细节感知误差项对比实验结果 

Table 1 Results for comparison of detail perception error terms 

                  Method PSNR ERGAS SAM UIQI 

Pavia University数据 整体误差 44.7711 0.9006 1.6075 0.9953 

细节误差 44.7974 0.8980 1.6050 0.9953 

Indian Pine 数据 整体误差 42.0781 3.2611 0.6093 0.9066 

细节误差 42.0946 3.2610 0.6092 0.9066 

注：加粗表示最优值 



 

 

 

表 2 字典对比实验结果 

Table 2 Results for  comparison of dictionary learning 

                  Method PSNR ERGAS SAM UIQI 

Pavia University数据 图像字典 44.5084 0.9197 1.6820 0.9951 

分层字典 44.7974 0.8980 1.6050 0.9953 

Indian Pine 数据 图像字典 41.9022 3.2612 0.6271 0.9063 

分层字典 42.0946 3.2610 0.6092 0.9066 

注：加粗表示最优值 

表 3 EADTV 正则项对比实验结果 

Table 3 Results for  comparison of EADTV Regular term 

                  Method PSNR ERGAS SAM UIQI 

Pavia University 数据 Without EADTV 44.3853 0.9421 1.6778 0.9949 

With EADTV 44.7974 0.8980 1.6050 0.9953 

Indian Pine 数据 Without EADTV 41.7790 3.2649 0.6283 0.9052 

With EADTV 42.0946 3.2610 0.6092 0.9066 

注：加粗表示最优值 

 

图 3 Pavia University 数据融合结果及对应 MSE 图 

Fig.3 Pavia University data experiment results and corresponding MSE map 



 

 

 

图 4 Indian Pine 数据融合结果及对应 MSE 图 

Fig.4 Indian Pine data experiment results and corresponding MSE map 

 

表 4和表 5是各算法融合结果在质量评价

标准下获得的指标值。从客观的指标值中不难

看出本文算法不仅在空间恢复方面有良好的

效果，在光谱保持方面同样优于其他对比算

法。本文基于细节关注，由实验结果的指标值

也能证明细节区域的融合效果的提升能有效

提高融合结果的质量。 

表 4 Pavia University数据实验结果 

Table 4 Results for  data set Pavia University 

Method PSNR ERGAS SAM UIQI 

CNMF 38.399 2.1105 2.1415 0.9865 

Hysure 43.2748 1.069 1.7616 0.9943 

NSSR 43.3412 1.0592 1.8820 0.9937 

SSCSR 43.4364 1.0392 1.8180 0.9940 

LRSR 44.3029 0.9404 1.7159 0.9948 

Proposed 44.7974 0.8980 1.6050 0.9953 

注：加粗表示最优值，下划线表示次优值 

表 5 Indian Pine数据实验结果 

Table 5 Results for  data set Indian Pine 

Method PSNR ERGAS SAM UIQI 

CNMF 40.4278 3.2770 0.7441 0.9014 

Hysure 40.7140 3.2662 0.6675 0.9048 

NSSR 41.6698 3.2618 0.6459 0.9061 

SSCSR 41.8019 3.2621 0.6319 0.9057 

LRSR 41.8601 3.2608 0.6295 0.9065 

Proposed 42.0946 3.2610 0.6092 0.9066 

注：加粗表示最优值，下划线表示次优值 

4  结  论 

通过对现有高光谱与多光谱图像融合算



 

 

法的分析，本文采用字典学习的方法，提出细

节关注的字典构建和图像重建的融合算法。针

对现有算法在细节部分重建误差较大的问题，

提出了分层字典学习算法，细节感知误差项以

及方向自适应全变分正则项，分别对光谱字典

求解和系数估计进行改进，减小了融合结果在

细节部分的光谱特性和空间纹理的误差，实现

了对边缘细节部分的精确表示。在与其他算法

的比较中，本文提出的算法在评价指标以及视

觉效果上都取得了有效的提升，整体上提高了

融合结果的精确度。 
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Abstract: Objective Hyperspectral image (HSI) and multispectral image (MSI) are two types of 

images widely used in the field of remote sensing. They play an important role in applications such as 

environmental monitoring, target detection, and mineral exploration. HSI contains a large amount of 

spectral information. In order to ensure a sufficiently high signal-to-noise ratio, photons are usually 

collected in a larger spatial area on the sensor. Therefore, the HSI spatial resolution is much lower 

compared to MSI. This low spatial resolution greatly affects the practicality of HSI. Therefore, fusing 

low-spatial resolution HSI (LR-HSI) with high-spatial resolution MSI (HR-MSI) in the same scene to 

obtain high-resolution HSI (HR-HSI) is a method to solve such problems, which resolve the 

contradiction that the spatial resolution and the spectral resolution cannot simultaneously maintain a 



 

 

high level. From the analysis of fusion effect, the spatial and spectral reconstruction error of the 

existing algorithms are mainly reflected in the edge and detail areas. 

Method The method of this paper proposed a fusion algorithm for dictionary construction and 

image reconstruction based on detail attention. In terms of maintaining spectral characteristics, the 

spectral distribution in the detail area is complex and diverse because of the proximity effect of the 

image, this paper proposes to perform dictionary learning on the image layer and the detail layer, 

respectively. In terms of spatial characteristics enhancement, the detail perception error terms and a 

constraint of edge adaptive directional total variation are proposed, which is combined with a local low 

rank constraint in the same fusion framework to estimate the sparse coefficient.  

Result Experimental were conducted on two datasets named Pavia University and Indian Pine to 

verify the effectiveness of the proposed method. The quantitative evaluation metrics contain Peak 

Signal to Noise Ratio (PSNR), Relative dimensionless global error in synthesis (ERGAS), Spectral 

Angle Map (SAM) and Universal Image Quality Index (UIQI). Through experimental comparison, the 

fusion result of the algorithm proposed in this paper is significantly improved compared with other 

algorithms in terms of spatial and spectral characteristics. 

Conclusion Through the analysis of the existing hyperspectral and multispectral image fusion 

algorithms, this paper adopts the method of dictionary learning to propose a fusion algorithm for 

dictionary construction and image reconstruction with attention to details. Aiming at the problem of 

large reconstruction error in the detail part of existing algorithms, a hierarchical dictionary learning 

algorithm is proposed. The detail perception error term and the direction adaptive full variational 

regularization term are used to improve the spectral dictionary solution and coefficient estimation, 

respectively. The result of the fusion is the error in the spectral characteristics and spatial texture of the 

detail, which achieves an accurate representation of the edge detail. 

Keywords: Hyperspectral Image, Image Fusion, Dictionary Learning, Edge Adaptive Directional Total 

Variation, Local Low Rank 
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